Ekonometricky model

Ekonometria vznikla v 30-tych rokoch tohto sttieo
Model je urita zjednoduSena matematicka reprezentacia &héhm javu alebo procesu, pomocou modelu dany
jav analyzujeme, prognézujeme alebo riadime
Fazy pri ekonometrickom skiimani :
1. konStrukcia samotného ekonometrického modedue kvantifikovanie hypotézy,
2. kvantifikacia samotného ekonometrického modeiatisticky odhad parametrov,
3. verifikacia modelu - vSestranné posidenie vyznaavisi od pouzitych kritérii :
3a. Statisticka modifikacia - skima sa vyznanimarametrov, pomocou testovania a robi sa prisitzte]
vyznamnosti (n&astejSie 5%) = parameter jetany s presna@®u 95% a 5% je pravdepodobriahyby,
3b. ekonometrické verifikacia - ako sa sprava wipex post - po uplynuti ditého obdobia. Slizia na
preverenie konstrukcie modelu
4. aplikacia - prognostické - ziskava sa predstalvaducich hodnotéch véin
Modely : ciastkové (jednorovnicové)

komplexné (viacrovnicové)
VSeobecnym typom jednorovnicového modelu je modéhserymi nezavislymi nahodnymi premennymi :
y= f(Xl, Xo, oo, )@) + U
ak je vZah linearny : y Bq + X1 + ... +BX

Viacrovnicovy model : € osobna spotreba,-linvesticie, Y- HDP, G - vladne vydavky, R- Ur.miera
Ci=apt oY+ Wy

le=Bo+BaYt +B2Yes + PR+ o

Yi=G+ L+ G

Jednorovnicovy model
Jednorovnicovy model matvar :y =y = {(X, ..., X) + U
Produkina funkcia : Q = f(K,L), K - kapital, L - praca
Cobb-Douglasova prodiké funkcia : Q = AKLPe, kde e je nahodna porucha
A>0, O<0o<1,0B<l,u=¢e
Q=AKLP+uu=28
log Q =log A +alog K +Blog L +u
zavedieme substitdciu : y = log Q, A* = log A; Xlog K, X, =log L
y = A* + aXy + BX, + u - linearny model

Linearny model s dvoma premennymi
y=Bo+BX+u
y - vydavky, X - prijmy, u - nahodn§initer’, Bo, B1 - parametre
y, X - pozorovaténé premenné, u - nepozorovaté nahodna premenna (poructi),31 - nepozorovaiiné
konStantné parametre
B3>0, B:<1 - vydavky by nemali prevySowgrijmy

Udaje ziskané Statisticky

(vi, X)), i1 =1, 2, ..., n - vyber pozorovani o vydavkachprijmoch na n domacnostiach

nakreslime regresnu priamku

¢im vaSie prijmy, tym vaSia variabilita funkcie éakavani

regresna funkcia zakladného suboru By = Bot+ B1X;

ked'ze nemame k dispozicii cely zékladny subor, alaif&ity vyber pozorovani - konstruujeme vyberovu
regresnu funkciu :;¥s) =Bo(s) +B1(s)X; kdeBq(s), Bi(s) st odhady skutaych neznamych parametrfy, 3,
yi =Bo(s) +B1(s)X + ¢ kde gje rezidual = rozdiel medzi skutmym y a vyrovnanym ¥s)

Vi = E(WX) +u - U=y - EMWX)

Stochasticka Specifikacia modelu
yi = E(WX) +u - EW/X;) = E[E(WX)] + E(U/X;) = E(WX;) + E(u/Xi) -~ E(ui/X;) =0
y = f(Xy, X,, ..., %, U) kde k < n, k-pget premennych, n-get pozorovani
Specifikuje stuborovy efekt nahodnych vplyvov (vii& spracovania, uchovavania inf.)
y =Bo+ B1X + u, kde u je sttom chyby rovnice v a chyby merania w.

Standardné predpoklady linearneho modelu s dvoma gmennymi :



Yi=Bo+BuXi+u,i=1,2,...,n

1). E(y) = 0,0i, poruchovyélen ma vo vSetkych pozorovaniach nulovi stredninbad

2). E(y%) = 6°= konstanta - homoskedasticita - rozptyl nAhodmatiich je vo v&etkych pozorovaniach
konstantny

3). E(u/y) = 0, pre #j, nahodné poruchy nie st navzajom korelované

4). vysvetujaca premenna X je nestochasticka (nenahodnahgii hodnotami Xv opakovanych vyberoch
5). y [N(O, 6, nahodné premennémaji normaline rozdelenie

Skimameg¢o spbdsobuje naruSenie tychto predpokladov :

2). ek.model ma tri neznam@g, B1, 0> - najs’ formulu pre odhad? (pomocou rezidualov, ktoré mame
vypocitar)

rozptyl - var (y = E[u - E(y)]* = E(y’) = 0®

ak je tento predpoklad naruseny - heteroskedasticit

3). predpoklad o nekorelovanosti;-auy maju nulova kovarianciu

cov(u, u) = E{[u; - E(W] [u; - E(Y]}= E(uiu) = O, pre #]

4). X je nenahodn& premenna, jej hodnoty st v opakovangleroch yfixné

predpoklad : mézem vybfa’alSie domacnosti s tymi istymi prijmami,X.., X, ako pri predchadzajucom vybere
- cov(X, u)=0

5). implikuje 3.predpoklad, Ze nahodné premennéezavislé

ak narusené. autokorelacia

Odhad parametrov modelu s dvoma premennymi
Vi =Bo+ BXi + 4 - nepozname paramefdg 31
odhadujeme ich na zaklade vyberovej regresnej fanks) =po(s)+ B1(S)X
hradame tak@q(s), B1(s) - aby regresna priamka najlepSie vystihovafgomarované hodnoty
celkova chyba je determinovand individualnymi chyibe , kde €=y - y(s)
Uloha : stanoviregresnu priamku tak, aby suma vSetkych odchykakosnych a vyrovnanych hodn6t zavisle
premennej bola minimalna : mi(y; - y(s)) = minXJ[y; - (Bo(s)+ B1(S)Xi)]
26 = 0, toto kritérium nevhodné - kladné a zaporné odchytisnakej vékosti sa rusia, preto :
1. minimalizova s(tet absolitnych hodnét odchylok : miiifi=1,n)ly; - y(s) |
2. penalizAcia odchylok - metdda najmensich Stworenin X(i=1,n) (y; - y(s))?
penalizacia odchylok je tmerna Stvorcu odchylky
min & = 3(yi - Y(s))* = Z(i - Bo(S)- B1(S)X)?
Ye? = f(Bo(s) B1(s)) - treba najsextrém tejto funkcie : parcialne derivacie
0f(Bo(s) B1(S))0Bo(S) = (-2R(Yi - Bo(S)- Bo(s)X)) = 0
0f(Bo(s) B(s))0B1(s) = (-2EXi(Yi - Bo(S)- Ba(s)X) = O
Upravou tychto rovnic dostaneme :
2Yi = NBo(S)+ Ba(S)XXi
Xiyi = Bo(S)ZX; + Bo(S)EX 2
Upravou :
IXi2yi = nBo(S)XX; + By(S)(EX)?
NEXiy; = MBo(S)EX; + NBy(S)EXi
odpaiitame prva rovnicu od druhej :
Ba(s) = (EXiyi - EXZyp)/( nEX - (EX0)?)
dosadime zf4(s) a dostaneme :
Bo(s) = EX22y; - ZXiZXiy)/( nEXi%- (2Xi)?)

Statistické vlastnosti estimatorov
skiimame nahodnu premennu Z, ktorej rozdelenie praabbnosti je charakterizované parametrom -0-.
Estimator parametra -0- je funkciou vybery Z, ..., Z, a ozngujeme ho -0- : -0-(s) = -0-(S)oZZ, ..., 4)
Zakladné Statistické charakteristiky : 1.rozptgheria disperziu estiméatora okolo strednej hodnotar(-0-(s)) =
E[-0-(s) - E(-0-(s)}] 2.vyberovéa chyba - rozdiel medzi odhadom a sida hodnotou : -0-(s) - -0-, meni sa od
vyberu k vyberu, 3.skreslenie - rozdiel medzi stemdhodnotou estimatora a skitou hodnotou parametra :
E(-0-) - -0-, 4.stredna Stvorcova chyba MSE - mdisperziu estimatora okolo skdtej hodnoty parametra :
MSE(-0-(s)) = E(-0-(s) - -0%) MSE = rozptyl + (skresleni®)

Vlastnosti estimatorov - Zelaténé
1). Neskreslen@$nestrannaj - estimator -0- sa nazyva neskreslenym, ak p&¢i0-(s)) = -0-, v kontexte
opakovanych vyberov je estimator s touto vlastaoss priemere spravny



mbze sa sta Ze estimator je nestranny, ale rozptyl jékye

2). Efektivnog(vydatnos) - neskresleny estimator -0- sa nazyva efektivrakije jeho rozptyl mensi alebo
rovny ako rozptylubovd’néhoiného neskresleného estimatora -0-(~) : E}-0#$-0-(s))f < E[-0-(~) - E(-0-

(~)]? - nazyva sa tieZ najlepsim neskreslenym estimétoro

¢im v&Sia je vydatnasestimatorov, tym silnejSie Statistické nazory nmigslovi’ o odhadnutom parametre
najlepsi linearny neskresleny estimator NLNEap a) -0-(s) je linearnou funkciou vyberovych paea@ni, b) -
0-(s) je neskresleny estimator, c) var(-0-&yjar(-0-()

3). Asymptoticka neskreslenbsestimator -0-(s) sa nazyva asymptoticky neskrgsh, ak limge(-0-(s)) = -0-,

n- o, n je vékos vyberu

4). Konzistentnas- estimator -0-(s) by sa mal s rastoniikasti vyberu blial k skut@nému -0- v tom zmysle, ze
ak n- o« potom pravdepodobnisze -0-(s) sa bude |{Sod skuténého -0-, konverguije k nule

pre konzistentny estiméator plati : limR-(s) - -0 <3}= 1, n— o,

konzistentnog sa uprednostje pred neskreslendsu, zig'uje sa skimanim spravania sa rozptylu pri zvySovani
n(ako sa to odzrkddje na skresleni), ak s rastom n sa skreslenie &ujen rozptyl konverguje k 0, tak -0-(s) je
konzistentny : limMSE(-0-(s¥0, n- «

Statistické vlastnosti estimatorov najmensich Stvaov linearneho modelu s dvoma premennymi
i =Bo +BuXi+ u
Bo(s) B1(s) - odhady pomocou metddy najmenSich Stvorcov
Neskreslenog
Bo(s) =X((1/n) - XQ)yi , G = X/Xx?
dosadime za;y- Bo(S) =Bo+ 2((1/n) - Xg)u, (podmienky >.¢;=0,>cX; = 1)
EBo(s)) =Bo+ 2((1/n) - Xc)E(u) = Bo(podmienka : E@I = 0) -Bo(S) je neskresleny
Bi(s) =2ciyi = 2Gi(Bo + BrXi+ ) =P+ 2y
E(Ba(s)) =B1+ 2cE(u) = B1- je neskresleny
Efektivnost’(vydatnos’)
var(Bo(s)) = EBo(s) -Bal®, var@i(s)) = Ba(s) -Bal®
Bo(s) -Bo = 2((1/n) - Xg)u
var(Bo(s)) = EBo(s) -Bol*= ((1/n) - X6)’E(U?) = 0”X((1/n) - Xg)* = o’[(1/n) + (XT £X{]
var(o(s)) =07 TXnE(X; - X)7]
Ba(s) -B1= 2
var(y(s)) = EBy(s) -Bi* = ERcu]® = E(G°Ur’) + ... + E(§Uy) + 2GCE(Up) + ... + 2G1CoE (Up1lly)
pod'a predpokladu o nekorelovanosti poriushE(uy) = 0 pre #j
var(By(s)) =X[E(c’u?)] = Xc*E(u?)
pod'a predpokladu o homoskedasticiteE(u?) = 0°
var(y(s)) =0°>c’= a¥X(X; - X)?
estimatoryBo(s) B1(s) st priamo imerné rozptylu ndhodnych pordich
Kovariancia
cov(Bo(S)Ba(S)) = E[Bo(S) -Bo)(B1(S) -Bn)] = (-XT?)/E(X; - X)*
B(D) - neskresleny estimatorZby;, b =G + 1, G = X/Xx
Bu(D =2bi(Bo+ BaXi+ W)
ER1D) = Boxbi + B12bX; + 2bE(u), podmienky : E() = 0,2b;= 0,2b;X;= 1
By(D) =B1 + 2biy - By(D) - Br=2hbiy;
varBy(D) = EBy(D - By)*= ECbu)’= 0°Zb?
varBy(D) = a7[1nE(X; - X) + a’Zr?
varBy(D) = vay(s) +0°2r?
B1(D) =B4(s) vtedy, ak to je estimator najmensSich Stvorcov
min o?>b? , podmienky >b; = 0,>bX; = 1
& =Y - Ba(s)X
& = (B(s) -Boxi + (U - u)
Ye? = (B(s) -By)’Tx” + Z(ui - Uy - 2(B(s) -B)Xxi(u; - u)
E(e?) = E@1(s) -B1)"Zx’ + E[(u - uf] - 2E@(s) -B)Xxi(u - u)
ECe? =0+ (n-1)0°- 20°
ECe?) = (n-2p0” - 0°= ECe?(n-2))
&=Ye%(n-2), $je neskreslenym estimatoramh
E(S) =0°

namiesto rozptylov s&sto pouzivaji Standardné odchylky :



s@o(s)) = S/(ZXME(X;-X(p))?)

S(Bi(s)) = S/(LZ(Xi -X(p))*)

Metddou najmenSich Stvorcov mozno ziskatimatory parametrds, ,3; v tvare :
Bo(s) = [EX"2y; - TXZXiy) (XX 2 - (XXi)]

Ba(s) = [EXiyi - EXZy)(NEXi? - (X1)%)]

VSeobecny linearny model
Yi =Bo + BaXin +BXig + .. +BX + U, 1=1,2,..,n

y; - zavisle premenna,; X nezavislé premenné(vysvetlujice); nepozorovaina nahodna poruchf, ...

nezname parametre

alternativny zapis ;¥ Bo + 2(=1.K)BX;j+u, i=1,2,..,n
Model zapiSeme v maticovom tvare takto : y - Xu, kdedorobit’
Statistické predpoklady :

1).E(u)=0

2). E(uJ) =04, , kde },je jednotkova matica rozmeru n*n

3). X; su nestochastické, t.j. v opakovanych vyberocpreky matice X rovnaké
X - EX'u)=0

4).h(X) =k+1<n

Xo» X1, ...y X — ak toto plati, tak vektory su LNezavislé

5). y maji normalne rozdelenie, t..N(O,0°,)

Odhad parametrov vSeobecného linearneho modelu matéu najmensich Stvorcov
pri odvodzovani vyjdeme z maticového zapisu : yFE+Xu
e=y-y(s)=y-R(s) - y=XB(s) +e
metdda najmensich Stvorcov :

X(i=1,n)e” = €'e = (y - XB(s)) (v - XB(5)) =Yy - y'XB(s) -B(s) Xy + B(s)X "X "B(s)
e'e =yy- 28(s)' Xy + B(s) X" X"B(s)

de'edB(s) = (-2)Xy + 2X"XB(s)

X"XB(s) = X'y

vynasobenim maticou (X)* z'ava :

B(s) = (XX)* Xy

Vlastnosti :

1). B(s) je neskresleny, B(s)) =B

2). B(s) je efektivny

3). B(s) je konzistentny

var(3(s)) =o¥(X"X)*

E(€'e) =o7n - (k + 1)] - o*= E[e'e/(n - (k+1))]

& =¢€el(n - (k+1))

&= [(y - XBE)' (v - XB)/(n - (k + 1)] = [Y [In - XXX) *X]y/(n - (k + 1)]
E[s] = E[e"e/(n - (k+1))] =0°

var(3(s)) = $(X"X)*

§* = V(var(B(s)))

Meranie kvality vyrovnania - koeficient determinacie
variabilitu mozno menaako vzdialenaspozorovanych hodnét y od ich priemeru y(p)
tato variabilitu budeme oziava’ ako celkovy séet Stvorcov (CS) :
CSS =X(i=1,n)(y - ()}
dokongit’ obrazok
z obrazku vidime, Zzey = y(s) + e
Upravou (-y(p)) dostaneme :
(i - ¥(p)) = (¥(s) - ¥(p)) + &, kde :
(Vi - ¥(p)) je celkova vzdialends od y(p),
(vi(s) - y(p)) je vzdialenasregresnej priamky y(s) od y(p),
g je vzdialeno8y; od y(s) (rezidual)
(i - Y(P)Y = Z(i(S) - Y(p)F +2e®
CSS =VSS + RSS, kde :
VSS je regresny g@ét Stvorcov(vysvetleny @t Stvorcov),




RSS je séet tvorcov reziduélov(nevysvetlenystiStvorcov)

prislusné stty Stvorcov mdzeme nazt/aariabilitami :

celkova variabilita = vysvetlena + nevysvetlenaatfaitita

Miera vyrovnania :

1 = VSS/CSS + RSS/CSS

Podiel VSS/CSS udava, akés’ CSS nas model vys\eje pomocou premennych ¥ akéacas’ celkovej
variability zavisle premennej y je determinovanaawslymi premennymi

Koeficient determinécie : & VSS/CSS = (CSS - RSS)/CSS

R?*= 1 - RSS/CSS = 1 3&/%(yi - y(P)))

0<R’<1 : ak R=0- model nevysvétije Ziadnwag’ variability y, ak B=1- v3etky body y leZia na regresnej
priamke y(s), B=0.942 - model vysvétije 94.2%variability a 5.8%nevysveje(vplyv u)

Rozptyly su variability podelené prislusnymi stami va’nosti :

var(e) = $=Ye%(n - (k+1))

var(y) =2(yi - y(p))/(n - 1)

Korigovany koeficient determinacie :

R(pY = 1 - var(e)ivar(y) = 1 &?/(n - (k+ 1)y - y(P))/(n - 1)]

R(pY = 1 -Ze(n -1)/Z(y; - y(p))(n - (k+1)

R*<R(py

Intervalovy odhad a testovanie hypotéz o parametrdtmodelu
y=XB+u
y(s) = XB(s)
Vektor B3i(s) - bodové odhady, trebaditt interval presnosti s prisluSnou pravdepodobowes intervalovy odhad
Vi =Bo+ BXi + 4 , kdeB,(s) je sklon k spotrebe
B1(s)- B1 (ako blizko jeB(s) kB,) : najdemeislo & - dostaténe malé, Ze pri zadanom: 0<a<1 bude
pravdepodobna’s Ze interval B4(s) -§ ,B1(s) +&) pokryva skuténé3;, rovna le
P{B1(s) -& <B1=Pi(s) +& } = 1-a je konfiderény interval
1-a je konfidergny koeficient,a je hladina vyznamnosti

Veta 1: Nech Z ..., Z, st norméalne a nezavisle rozdelené nahodné premakééze ZN(u ,09), potom siet
Z =YcZ , kde ¢= konst. je ZN(Zcip , X¢%0i9)

Veta 2: Ak Z, ..., Z[N(0,1), t.j. sG normované normalne rozdelené prem@epotom Z = (i=1,n)Z* max?-
rozdelenie s n staami va’nosti : Z7x,’

Veta 3: AK Z, ..., Z,sU nezavislé nahodné premenné také, a2, potom sdetY.Z; ma tiezx?- rozdelenie s
ki stupiami va’nosti

Veta 4: Ak Z[N(0,1) a 2 max?- rozdelenie s k std@mi va’nosti a je nezavisla od,Zpotom premenna t ma
Studentovo rozdelenie s k stigmi va’nosti :

t = ZIN(ZoIK) = ZiV (KN (Z,)

Veta 5: Ak 0K, Z0Xker Z1 @ Z SU nezavisle premenné, potom premenna F ma Fisheoadelenie ska k
stupiami va’nosti :

F = (4/k)l(Z2/ko)

Konstrukcia konfideéného intervalu pré(s) :

B(s) = (XX X'y

BSIN(B.0*(X™X)™)

Bi(s)IN(B; ,0%a), kde a je i-ty diagonalny prvok matice (X)*

Bi normujeme : @(s) -Bi)/oV(a;))CN(O,1)

pre zvolenéx v tabu’ke kritickych hodndt normovaného rozdelenia najdeggepre ktorl plati :
P{-na2=(Bi(S) -B)/0V(a))<nasz} = 1-a

rozptyl 6> nahodnych portich u nepozname, preto :

Ye’0’Ks , kde d=[n-(k+1)]- (n-k-1)/0° 0K sa

t = [(Bi(s) -B)/oV(a)l/V[(n-k-1)(ST0?)/(nk-1)]

Upravou dostaneme :

t = (Bi(s) -B;)/sV(a;), menovatk je druhou odmocninou i-teho diagonalneho prvkuashlhvarigno-kovari@nej
matice §(X'X)*

t=(Bi(s) -B)/s(Bi(s))

v tabu’ke Studentovho rozdelenia najdeme kritickGi hodmotze :



P{tsts<t)=1-a
dosadime za t : P{£(Bi(s) - Bi)/s@i(s))ste} = 1- o - P{Pi(s)-ts(Bi(s))=BiPi(s)+ts(Bi(s))} = 1-
Interval spdiahlivosti sa stréne oznauje Bi(sk t.sBi(s))

Konfidergny interval pre rozptyb? :

Ye(n-k-1)/l0° 0k

P{X1aS X°< XCwi2t = 1-0t

P{X’1as S(Nk-1)l0” < X2} = 1-

P{ S(N-k-1)? o< 0°< S(N-k-1)%012} = 1-a &0 je 100(1e)% konfidergny interval pres?

Testovanie hypotéz o parametroch linearneho modelu
Ho : Bi = Bi*, kde B* je Specifikovana numericka hodnota
Hi: Bi#B*
t = (Bi(s) -B*)/s(Bi(s))
P{Bi*-t S (Bi(S))=Bi(S)Bi*+t a2Bi(s))} = 1-a

Nulova hypotéza sa formuluje takto :

Ho : Bi =0

Hy : Bi #0

t = Bi(s)/s@i(s) = odhad parametra/odhad jeho Standardnej ddghak je tento pomer v absolltnej hodnote
test je Statisticky vyznamny, ak hodnota t leZritidkej oblasti a Statisticky nevyznamny, ak lgzblasti
akceptovania

Ak (n-k-1)>30 - N(u;,07) - tu sa d& dokazaze pre nas bod :

P{(-2)<(Bi(s) -Bi)/sV(a))< 2} = 1-a = 0.95

pre @i(s) -Bi)/sV(a;)) je kritickd hodnota rovna 2 (ak prigkiBi = 0 jeBi(s)/s@;)=2 potomp;(s) je Statisticky
vyznamny a naopak)

Testovanie modelu ako celku
Y =Bo+ B1X1+BXo+ U
Ho:B1=B2=0, covB;B) =0
P{B10(ay,by), B20(ae,b,)} = (1-a)? - oba konfidetiné intervaly (aby), (a,b,) sitasne pokryvaji parametfe,B,
s pravdepodobnésu (1-a)(1-a)=(0.95Y - zdruZena hypotéza

Pre vSeobecny model y 3%+ u, resp. y o+ B1X1 +...+BXk + U bude zdruzena hypotéza :
Ho:Bo=B1=...=B=0

H; : niektorépB; #0

(y-Y(P)Y’ = (¥(s)-y(p)f + €'e, resp. CSS=VSS+RSS, respypy(p)) = (B(s) X'y-ny(py) + €'e
tieto premenné maj)f -rozdelenie a maju Fisherovo rozdelenie :

F = (VSS/K)/(RSS/(n-k-1))

R? = VSS/CSS = (CSS-RSS)/CSS

upravime v£ah F ;

F = (VSS/K)/[(CSS-VSS)/(n-k-1)] = [(VSS/CSS)/((CSSS)/CSS)[(n-k-1)/k] = Rn-k-1)/(1-R)k
F = (RIK)/((1-RA)/(n-k-1))

Medzi R a F je tesna suvistbsak R - 0 potom F- 0, ak R - 0 potom F- o

Porusenie zakladnych predpokladov linearneho modelu
Predpoklad 1 : Nahodné poruchy maju vo vSetkyclopmzaniach nulova stredni hodnotu, t.j. E(u)=0
Predpoklad 2 : Rozptyly ndhodnych portgktuvo vSetkych pozorovaniach rovnaké :#a?, t.j. ndhodné
poruchy si homoskedastické
Predpoklad 3 : Nahodné poruchysu navzajom nekorelované, t.j. B{=0 pre ¥
Predpoklad 4 : Vysvétjuce premenné su alebo nestochastické(nenahddne)ppakovanych vyberoch st ich
hodnoty fixné, alebo ak su stochastické, nie sélkeané s nahodnymi poruchami :
E(uX)=0, i=1,...,naj=1,....k
Predpoklad 5 : Medzi vysv&ijacimi premennymi neexistuje linearnytah, t.j. s navzajom nezavislé - hodhos
matice vysveliujucich premennych je rovna ga jej sipcov :
h(X)=k+1



Predpoklad 6 : Nahodné poruchy st normalne rozdefeitom stredna hodnota Ef@ rozptyl E(if) vyplyvaju
z predpokladu 1 a 2 1iN(O,04)

Heteroskedasticita
Heteroskedasticita je porusenie platnosti 2.preldulak
Yy =Bot+BX1+y
Klasicky predpoklad homoskedasticity :
E(u?) = 0% i=1,2,...,n, resp. v maticovom tvare E{ue o2l
Heteroskedasticita - rozptyly nahodnych poridchsidwd pozorovania :
E(u? =02 i=1,2,...,n, resp. v maticovom tvare E{us ¢, kdegje diagonalna maticacs?, ..., 0,2 na diagonale
=0’Q
Dosledky heteroskedasticity :
nevplyva na neskreslerntbani na konzistentngs
vplyva na efektivnas- pri dokaze efektivnosti vychaddzame z toho, Zéawao-kovarigna maticd3(s) :
var(3(s)) =a%(X'X)?, kdea?je konstanta - ak neplati E(uu) =, var@(s)) = (X'X) XX "E(uu)X(X 'X)* =
oA(X"X)XTaxX(X™X)*
skresleny odhad parametrov - zlozkRex$X)™
t-test ani F-test nebudi presné

Zistovanie heteroskedasticity :

Graficky : odhadneme parametre modelu za predpokiadhoskedasticity a potom analyzujeme reziduglyie
je y(s) v nejakom wahu s é- neexistencia \tahu naznéuje nepritomnasheteroskedasticity

dokon¢i obrazky

Parkov test : presne testuje

Bartletov test, Goldfeld-Quandtov test

RieSenie problému (odstfavanie) heteroskedasticity :

1). rozptylyc? st zname

Yi = Bo + BrXia +... 4 BXik + U, i=1,...,n

Yil0i = Bo(1/0}) + Bo(Xin/Gy) +...+ Bu(Xi/O}) + U/o;

yi* = Boxio* + leil* +...+ kaik* + u* transformovany model, kde*s‘ yi/Gi , Xij* = Xij/cri

stanovime rozptyl transformovanej ndhodnej porughy

var(y*) = var(u/a)) = (Lio)var(u) = (6170’ = 1

nahodné poruchy v transformovanom modeli sU uZ lskieaastické a paramefpemézeme odhadmimetédou
najmensich Stvorcov (ide o tzv.vazenld metddu waj.st

2). rozptylyo;? st nezname, ale mozno ich odhatinéyberu

méame prierezové data, Ze kazdej mnoZine hodnévisézigpremennej X zodpoveda niekko réznych hodnot
yi , potom mozno ziskaodhady & rozptyloveo;? z vyberu, tieto odhady pouZijeme na kon3trukciu wapre
vazenu metddu najmensSiétvorcov, w = 1/s

Autokorelacia
Autokorelacia je poruSenie 3.predpokladu
u; sU navzajom sériovo korelovang,je ovplyvnena ndhodnou poruchou z iného pozorayagskytuje sa v
modeloch zalozenych asovych radoch : Efu.,)#0, p20, kde t jecas

Priciny autokorelacie :

1). zotrv&nog’ - hodnota pozorovanidase t (GNP) zavisi od hodnotgase t-1, az kym sa neobjavi faktor
(ar.miera), ktory tento rast znizuje

2). vplyv vynechanych premennych - ndhodna porwamadeli s vynechanou premennou jétsth nahodnej
poruchy a vynechanej premennej s pévodného modelu

3). vplyv nespravnej Specifikacie futiého vzahu :

skutainy model - y= B + B.X; + B2XZ + U je nelinearny

odhadujeme -y= Bo + B1X¢ + v linearny model

Vi = BX{ + u, na grafe vidime désledky tejto chyby (nadhodnéteakladydokonti obrazok

Dosledky autokorelacie :
y=XB+u
E(Wueip)#0, p£0




U= pu.1 + & (autoregresna schéma t-teho radu), ikgeekoeficient autokorelacie, je symetricky=r;) a -
1(dokonale zaporna autokorela&ipx1(dokonale kladna autokorelacia)

U U1 — variasno-kovariagna matica E(ul) nema nulové mimodiagonalne prvky, preto nemozapisal o2l
Désledky :

1). B(s) = (X'X)* X"y - neskresleny estimator, konzistentny, ale nieftivny

2). X'X)?, kde é= €'e/(n-k-1) - skresleny estimator vatio-kovarignej matice

3). t-test a F-test nie st adekvatne, vysledkyttytdstov by boli chybné

Testovanie autokorel4cie :

1). Graficka analyza i & Y; - W(s), e = [h - X(X'X)* X"]u, resp. e = Mu

2). Durbin-Watsonov test :

Ho: p=0

Hy: pz0

Ak zamietame k- estimato3(s) nie je adekvatny

Testovacia charakteristika dxt=2,n)(g-e..)% X(t=1,n)q? je to pomer sktu Stvorcov diferencii za sebou
nasledujucich rezidualov k celkovémusiistvorcov rezidualov

V maticovom tvare d ='é&e/e’e, e=Mu, d = IMAMu/u"Mu, kde A=dokongi

Medzi d a u priama zavislos

Stopa matice A je 2(n-1), t.j. tr(A)=2(n-1), potainedna hodnota koeficientu d :

E(d) = (tr(A) - tr[XTAX(X "X)Y)/(n-k-1)

Vztah medzid ®:

d = Cel+ Ye.?- 2Xee)Xa?, Ye?aYe. sa lisia nepatrne=priblizne rovné

d0(2Xe’- 2Xee.)/Xe’02 - (Zea)/Xa’02[1 -Tea/Ya’]

d = Aele’e, p(s) =Xee./Ye?, d02(1-p(s)), kelZze plati -kp<l mame : Bd<4

Ak p(s)=0, t.j.rezidudly a teda aj ndhodné poruchystiautokorelované, t$=0, potom d2(1-0)=2

Ak pJ(0,1) pozitivna autokorelacia,-€0, akp[(-1,0) negativha autokorelacia a4

Durbin a Watson odvodili dolnt (Jla hornd hranicu (g : zavisia iba od matice A, odvodili rozdelenia pr
d,,dy a tabelovali ich kritické hodnoty tidy* , Ze pre pre zvolenu hladirm=0.05 plati :

P{dy<dy*}=0.05, P{d, <d *}=0.05 tieto kritické hodnoty zavisia len od n(® pozorovani) a k(pet
vysvet'ujucich premennych)

D-W test sa liSi od t a F-testu : 2 kritické bo#@lypezname rozdelenia

D-W test : odhadneme parametre modelu, ¥itaoie e a d, n a k+1 mame, v tikdch najdeme kritické
hodnoty ¢*,d_*

1). ak d <g* - zamietame K v prospech H: p>0, t.j. ide o pozitivhu autokorelaciu

2). ak d >4 -g* - zamietame Klv prospech H: p <0, t.j. ide 0 negativnu autokorelaciu

3). ak @* <dy <4 -d,* - akceptujeme ki, nepritomno autokorelacie

4). ak d* <d <d,* alebo 4 -¢* <d <4 -d *, test neumoiuje rozhodntio Hy a tym o pritomnosti autokorelacie
dokonéi obrazok

RieSenie problému (odstranenie) autokorelacie :

Yi = Bo + BXu+...+ BiXu + U

oneskorime ho o jedno obdobie :

Y1 = Bo + BrXer 1t F BiXerk + U

oneskoreny wah vynasobime a odp@itame od pévodného :

Yt - PYr1 = Bo -PBo + B1(Xer -pXe1,1) -+ Bu(Xk -PXe1.) + U -PUrg

to mozno zapisay* = Bo* + B Xu* +...+ BXuX* + U - tzv.zovSeobecnené diferencie

Metdda Cochrane-Orcuttova :

itera’na metdda , v kazdej iteracii sa pomocou odhd)z predchadzajicej iteracie vyfitaju zovSeobecnené
diferencie - y- p(S)¥-1 , Xt -p(S)Xe1, j=1,...,n a na zaklade toho sa ziskaju nové oglpadametro\B a novy
odhadp(s) z rezidualov

Postup : odhadnu sa parametre metdédou najmenstaicdt, z rezidualov sa sformuje model zodpovedajic
autoregresnej schéme;=ep,e.; + € , odhadne spy(s), vypa@itaju sa zovs.diferencie a vytvori sa
transformovany model 1= Bo(1-p1(S)) +B1Xu* +...+ BiXu* + U, metddou najmensich Stvorcov sa odhadnu
parametre a vypdtaju noveé rezidualy -i& y;-Bo(S) B1(S)Xu1 -..-Bk(S)X« , Z nich sa opévytvori regresny model
a ziska sa novy odhayd , ... proces sa opakuje kym sa nesplni poZzadduagéium konvergenice Fpy(s) - p.
1(s) <3

Metoda Hildreth-Luova :




p sa ziskava delenim intervakd,l), ak sme uz urobili D-W test, vySetrujeme len p§sll polovicu intervalu,
t.J. (-1,0) pri negativnej a (03 Jri pozitivhej aoutokorel&cii
Postup : rozdelime interval (Q,hapr. s krokom 0.1, dostaneme {0,0.1,...,1} ak@mnép(s), pre kazdi z nich
vypocitame zovSeobecnené diferencie Xy*, j=0,...,k , odhadneme parametre modelu a ¥jpone sumu
Stvorcov rezidudlov, najlepSi odhad=najmengés&tvorcov rezidualov, v okoli najlepSieho odhadk)
urobime nové delenie intervalu s mensim krokom

Multikolinearita
Multikolinearita je porusenie 5.predpokladu, tijegpokladu h(X) = k +1 - hovorime o nepritomnosti
multikolinearity
Ak h(X)<k +1- v matici X je aspd jeden vZah LZ— matica XX je singularna. B(s)=(X'X) X'y sa neda
vypoéitat - Uplnd multikolinearita
vyjadrime LZ - linearna kombinacia medzi dvomaacvX :
X1 + &X, +...+ X, = 0, ¢ sU konStanty, aspgedna z nich0
X1 + &X, +...+ GX + € = 0, kdee je stochastickyglen
Ak napr. 620 : X, = -(¢/Co) X1 - (GafC) X3 - ... - (G/C) Xk
X, = -(C/C) X1 - () X3 - ... - (GIC)Xk - (1/c)€ - ide o pribliznd LK, medzi X...,X je korel&ny vztah - jeho
intenzita od vEkosti stochastickéhdlenag

Statistické dosledky multikolinearity :

Ak Gplna kolinearita :, = 1, i, > = 1- By(S) a varP,(s)) nie st definované
Ak sa r 5 blizi k 1- vyberovy rozptyl je vémi verky, covBa(s)B2(s)) ide keo
var(y(s)) =0%[Z(Xu-X(p))I[1- r12]

cov(By(s)Ba(s)) = (01 )/[(1- 11 V(X (Xt -X1(0)) X1z -X2(P))]

S rastom korekmého koeficientu rychlo rastie rozptyl estiméatfiés) :

r12- var@s(s) : 0 -0%/X(Xiy -X1(p))%, 0.5 - 1.38%3(Xi1 -X4(p))%, 0.7 - 1.95%3 (X1 -X4(p))?, 0.8 - 2.7&%X (X1 -
X1(p))%, 0.9 - 5.26%/%(Xi -X1(p))%, 0.95 - 10.26%/%(Xi1 -X1(p)), 1 -0

y = XB + U - vyhodnejie je skimaharakteristické korene matice'(X) :
¢im mensi je charakteristicky kdrenatice, tym vé&Si je rozptyl

ak sa niektory charakteristicky kdireD nastava Uplna kolinearita h(X)<k+1

Zistovanie pritomnosti multikolinearity :

1). analyza korelacii medzi vys¥ajicimi premennymi, medzi kazdou dvojicoyaXX vypacitame korelany
koeficient ; a vSetky y tvoria tzv. korelanu maticu R={y}

ak nejake y> 0.8 - pritomnas multikolinearity

ak nejakér> R’(koeficient determinécie) - pritomnosultikolinearity a odhag;(s) bude nepresny

2). vypaiet determinantu matice zX), Standardizujeme Xt.j. od kazdého pozorovania odjtame X(p) a
rozdiel podelime jej tandardnou odchylkou : (X(p}/o — prvky matice (XX) st korel&né koeficienty i a
determinant matice lei v intervale (0,1) :[ak'X | = 0 - jedna alebo viac LZ, dk"X| = 1 - sipce matice st
ortogonalne, t.j. multikolinearita nie je pritomna

test Farrara-Glaubera : skima sa odchylka od ontigosti sipcov matice Xx? = -[(n-1) - (2k+5)/6]In| XX |,
méax’rozdelenie s (1/2)k(k-1) stépmi va’nosti, aky? < x.%(kritické) - sipce matice X su priblizne ortogonalne,
t.j. multikolinearita nie je pritomna

3). pomocné regresie, kazdu z vy$ugicich premennych dame do regresnej zavislosbistatnych :

Xj = Bo + lel +...+ Bj-lxj-l+ Bj+lxj+l +...+ kak+ u, j=1,2,...,k

ak prislugny koeficient determinacié j@ vysoky- vysoky stup# zavislosti medzi vysvétjicimi premennymi
nevyhody - samotné pomocné regresie mozuohplyvnené multikolinearitou

Odstranenie dbsledkov multikolinearity :

1). vynechanie premennych - ak zistime meda X zavislos, tak jednu z nich vynechame a odhadujeme len
parametre redukovaného modelu

nevyhody - m6ze spdsobavehyby Specifikacie, vysledky budu chudobnejsie

2). vyuzitie apridrnej informacie - vieme aprioglkos’ jedného z parametro3{= 0.13,) :

Yi = Bo + BXin + 0.13:Xip + U =Bo + BoX; + U, kde X = Xj; + 0.1%;

metédou najmensich Stvorcov ziskaBiés) a z neh@,(s) = 0.B4(s)

3). kombinéacia prierezovych Udajov a Udajatasovych radov - analdgia 2)., apriérnu informadskavame z
prierezovych Udajov, jeden parameterodhadnemesegaiovych Udajov, dosadime, metdédou najmensich
Stvorcov ziskam@;(s)

4). transformacie premennych




Yi = Bo + BiXu + BaXee + U

oneskorime ho o jedno obdobie

Y1 = Bo + BiXea1 + BoXerz2 + U

odpaiitame od pévodného

Yt - Yer = Bi(Xix -Xe1,1) + BoXiz -Xe1,0) + W, kde v=U -ty

rieSime transformovany model, ktory redukuje muallikearitu

5). ziskanie dodatmych dat - ke’ze multikolinearita je vyberovy problém, treba tiafg/ vyber tych istych
premennych (rozsitivyber)

6). metddy skresleného odhadu parametrov - najzS&@re metdda hrelieva regresia(ridge regresia) -
perturbacia matice (532() pred jej inverziou, nasledok - ak by bola prite@multikolinearita, potom determinant
matice by bol nizky a prvky inverznej matice byibwylsoké

hrebeiova regresia spgva vo vzdialeni matice od singularity, ridge estiorB(s)=(X'X+kl) Xy, kde k>0
ak k=0, potonB(s)=3(s),t.j. estimator najmensich Stvorcovlkes’ skreslenia ridge estimatora je Higs) =
E(Bu(s)) -B= -k(X'X+kI) B

Prognosticka aplikacia jednorovnicového linearnehanodelu
Yi=Bo+BuXi + U
Prognéza je vyrok vysloveny pomocou odhadnutéhoahog(s) =Bo(s) +B1(s)X; 0 hodnotach zavislej
premennej y mimo rozsah pozorovani
Klasifikacia prognozy :
la). bodova progndza - jedna numerick& hodnota katdé pozorované obdobie
1b). intervalové prognodza - pre kazdé obdobie ugtame interval, v ktorom bude leZaudica hodnota y s
uréitou pravdepodobndsu
2a). ex post progndza - robi sa za obdobie, z# lsidzname hodnoty X aj y, slizZi na otestovanigmustickych
schopnosti modelu a to tak, Ze sa vynechajiiéuadaje (1rok) a tak ziskany model sa aplikujeryrdechanych
Udajoch, ak je model spravnyprognézex ante
2b). ex ante progndéza - na budice obdobie
Chyba prognézy :
Yp(S) =Bo(S) +B1(S)X(s) , kde X%(s) je predpokladana budica hodnotgs)yje prediktor
skutatna hodnota je generovana skimgm modelom y = o + 12X, + W, (X, nepozname, len jeho odhad)
Absolltna chyba prognozy je rozdiel medgi yp(S) @ ¥ - Yp(S) =Bo + B1Xp + Uy - Bo(S) -B1(S)Xu(S)
pripocitame a odpé&tame nd’avej strangd + 31X(S) :
¥p - Yo(S) =Bo + B1Xp + (Bo + BoXp(S)) - Bo + B1Xp(S)) -BolS) -Ba(S)Xe(S) + 4
tpravou dostaneme p yY(s) = [(Bo-Bo(S)) + B1 -Bu(S))Xp(S)] +Ba(Xp -Xp(S)) + 1
Absolutna chyba je rozdelena do traetsti :
1). nahodna poruchg uktord nevieme prognézowavzdy je pritomna absolttna chyba nikei
2). B1(Xp -Xp(s)) = 0, ak X=Xy(s), B1(X, -Xp(S)) = 0, ak X#X(s) - ide o chybu v progndze vysimiticej
premennej

3). [Bo-Bo(s)) + B1 -B1(S))Xa(S)] = 0, akBo=Po(s) aB1=R4(s), chyba spdva v samotnom odhade parametrov
Chybu progn6zy nemozno nikdy presnéitirlen odhadnt) snahao najmenej zniZicelkovu chybu

Pri vypaite prognozy y(s) potrebujeme odhadnparametrgy(s) B1(S), potom y(s) vypaitame :
Yo(S) = E(%) = Bo(S) +Ba(s)Xs

chybu prognozy ozmime § : & = Yp -Yo(S) =Bo -Bo(S) + B1 -Bu(S) X +

€, ma normalne rozdelenie

E(&) = ElBo -Bo(S)] = EB1 -Bu(s)IX, + E(W)

ked’Ze Bo(s) B1(s) su neskreslene e dané a E@=0- E(g,)=0

rozptyl o,” = E(§”) = var@q(s)) + X;'var(By(s)) + 2X,cov(Bo(s) B1(s)) +0°
varo(s)) =0EX?IE(X; - X(p))*

var(y(s)) =o’2(X; - X(p))*

cov(Bo(s) Ba(s)) = -X(PTL(Xi - X())*

0y = O [(EXNE(X; - X(p))) - (RXXHPYE(X - X(p))’) + (X TE(X - X(p))’) + 1]
0y =071 + (Un) + (X(pf - 2XXx(p) + X, )Z(Xi - X(p))]

0p° =01 + (1/n) + (X(p) - X(P)FZ(Xi - X(p))]

Rozptyl chyby prognézy bude tym menSim :

a) va&si je vyber n

b) v&sSia je variabilita nezavislej premennej

¢) mensi je rozdiel medziya X(p)



Vypocet rozptylu chyby prognézy :

o,” odhadneme tak, z& nahradime jeho odhadom’=§&%/(n-k-1)
s =Sl + (1/n) ' (X(p) - X(P)FZ(Xi - X(p))]

Yp- Yp(s) IN(O,05%), potom ((¥- Yp(s))/op)LN(O,1)

da sa dokaza ze ma studentovo rozdelenie

((Yp- ¥p(8))/$)On-2 - to umoiiuje intervalovy odhad chyby

ak zadame prislusnu hladiny potom v tabtke kritickych hodnét T-rozdelenia najdemgta ak plati :
P{-ta2=(Yp- Yp(S))/$ < turz}= 1-at

konfidertny interval (1e1)% pre yje :

Yo(S) 2 <Yp< YilS) + tixSp

dokon¢i obrazok

Prognéza v pripade autokorelovanych nahodnych partc

Y= Bo + BoXi+ U

U = OUgy + &, & IN(O,0?), |pl<1, t=1,2,...,n

tento vz’ah poskytuje dodatoé informécie o korelovanosti portch

Yo(S) =Bo(S) +B1(s)X, - pre obdobie p neobsahuje predikciu nahodnejaiyru, (u, =0)

pre n+1 obdobie :yi(S) =Bo + B1Xn+1t+ PUL

Un+1(S) prognézujeme na zéklade autoregresnej schémy= pu, + €41 — Un+1(S) =pu,lebo E€,.1)=0
pre n +2 obdobie :uAS) =pun:(S) =p°un

pre n +3 obdobie :(S) =Pun:a(S) =p°Un

pre n +s obdobie :S) =pun{S) =p°u,

s postupujucim horizontom progndézy su informacautokorelacii stdle menej uzétee, lebop konverguje k 0

Progné6zu pre obdobie n +1 pomocou modelu v tvav8embecnenych diferencii :

Yner® = Bo(1 P) + BrXnet*, KAE Yoia* = Ynaa(S) -PYn s Xnat* = Xiur -pXn

takto vyp@itana progndza je rovnaka ako pri autoregresn&jreh

yn+l(s)= BO + len+1 +PuU,

chyba prognozy je 1@ = Yns1 - Ynea(S) = W1 - PUn = Envt

chyba progn6zy méa normalne rozdelenie s nulovadsetsu hodnotou a rozptylom :

Op” = E[(Uns1 - PUn)’] = E(Unes?) + PE(W) - 20E (Uheathy) = 0° + p°0” - 20°0% = 0%(1 - p°)

Ak neberieme autokorelaciu pri prognéze do Gvabgptyl chyby prognézy = rozptylu ndhodnych porach
Ak berieme autokorelciu pri prognéze do Gvahyptgizchyby prognézy o1 - p?)

V praxi nepoznamg,,B; - ziskame ich odhadom pomocou metéd Cochrane-Catalio Hildreth-Lu
prognézu potom vypitame : ¥.1(S)= P(S)¥n + Bo(S)(1 -P(S)) +B1(S)(Xn+1 - P(S)Xn)

Prognostick4 aplikacia vSeobecného modelu s k Wisireimi premennymi :

y=XB+u

B(s) = (XX) X"y

pre obdobie n+1 : ;= (1, Xp+1.1, Xne1,25--, Xns1 - Fiadkovy vektor

prognoza : y.1(s) = X+1B(s), pred’alSie obdobia : ¥ {(s) = X+ B(S)

vektor X prelubovd’né obdobie je X{), potom y(s) = XQB(s), resp. y) = X(OB + u@®

chyba prognézy : e = - y(s) = XOB + u@ - X(OB(s) = u@) + X(OB - X(OX'X) X"y

e=u@ - X(OX™X)X"u

o, =E(€)

predpokladame, Ze nahodné poruchy u@ si§ nekorelované

E(U'u()=0ay,..., 4 st homoskedastické : EQ)a ol

potom rozptyl chyby prognézy &, = a2 + a>X(D)(X X)X X(X 'X)*X(D" = 6%(1 + XO(X™X)*X(D")
zavisi od konkrétnych hodnét XY

najmensia mozna chyba prognézy - ak rozptyl minipalminX(Q(X ' X)*X(D", ak X(D)=1- Glohy na
viazany extrém

dokongi




